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RESUMO: Este artigo aborda a importância do gerenciamento sustentável dos recursos hídricos na indústria e destaca a aplicação de técnicas de previsão de consumo de água com o uso de inteligência artificial, como as redes neurais. O estudo utiliza o modelo de rede neural de atraso temporal (TDNN –Time Delay Neural Network) para estimar o consumo de água em uma planta de recuperação de solvente em uma indústria de embalagens. Os resultados mostram que a rede neural TDNN foi capaz de fazer previsões precisas e confiáveis, contribuindo para estratégias de uso sustentável da água.
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PREDICTING WATER CONSUMPTION FOR SUSTAINABLE MANAGEMENT USING TIME DELAY NEURAL NETWORKS (TDNN)
ABSTRACT: This article presents the importance of sustainable management of water resources in industry and highlights the application of techniques for forecasting water consumption through artificial intelligence, such as neural networks. The study uses the Time Delay Neural Network (TDNN) to estimate water consumption in a solvent recovery plant in a packaging industry. The results show that the TDNN neural network was able to make accurate and reliable predictions, contributing to sustainable water use strategies.
KEYWORDS: sustainable management, water consumption, prediction, artificial intelligence, neural networks, TDNN.
INTRODUÇÃO 
O gerenciamento sustentável dos recursos é um desafio crucial para a indústria em relação ao meio ambiente. Um aspecto essencial desse desafio é a capacidade de prever o consumo de recursos importantes, como a água, que pode se tornar escassa no futuro. A previsão desse consumo é de extrema importância para desenvolver estratégias sustentáveis. De acordo com Ghimire et al. (2019), a aplicação de técnicas de previsão de consumo de água na indústria tem se mostrado promissora para a gestão eficiente dos recursos hídricos. A utilização de modelos estatísticos e algoritmos de inteligência artificial, como redes neurais, pode contribuir na tomada de decisões estratégicas relacionadas ao uso sustentável da água, resultando na redução de desperdícios e no aumento da eficiência hídrica.

Nesse contexto, a aplicação de redes neurais artificias têm apresentado um elevado desempenho devido a fatores como sua estrutura robusta e distribuída em camadas que contribui para uma eficiência no aprendizado e elevada capacidade de generalização, o que se torna uma abordagem promissora para a predição do consumo de água. Para realizar essa previsão, é fundamental contar com um banco de dados que contenha os consumos anteriores para análise e modelagem adequada. 
Para situações em que são necessários reconhecimento de padrões temporais, a utilização da rede neural TDNN (Time Delay Neural Network) apresenta bom desempenho (Goodfellow; Bengio; Courville, 2016). A rede TDNN caracteriza-se como uma arquitetura neural que se destaca no processamento de informações sequenciais, sendo especialmente adequada para lidar com dados temporais, como por exemplo em estimadores neurais (SILVA, 2010).
 Assim, a principal motivação desse trabalho consiste na implementação de uma rede neural TDNN para a predição do consumo de água de uma planta de recuperação de solvente em uma indústria de embalagens. A aplicação da TDNN no contexto do consumo de água considera o histórico de consumo para predizer de forma precisa e confiável as demandas futuras. Essa metodologia possibilita o desenvolvimento de estratégias sustentáveis de gerenciamento de recursos para a indústria.

Para este estudo de predição foi utilizado um banco de dados que contêm leituras diárias do consumo de água dos chillers industriais – responsáveis pelo resfriamento da coluna de destilação de uma planta de recuperação de solvente. Essa planta está localizada dentro de uma indústria de embalagens, a qual está comprometida com a preocupação ambiental. A aquisição dessa planta ocorreu para permitir a recuperação do solvente acetato de etila, que anteriormente estava sendo liberado em forma de vapor na atmosfera. A seção a seguir apresenta os aspectos relativos aos materiais e aos métodos utilizados nesse trabalho.
MATERIAL E MÉTODOS 


O estudo utiliza um banco de dados com leituras diárias do consumo de água dos chillers de resfriamento da coluna de destilação de uma indústria de embalagens. As leituras foram coletadas manualmente em um hidrômetro padrão – utilizado por companhias de distribuição de água. Os dados coletados são registrados em uma planilha Excel, e são organizados de acordo com os dias úteis da semana e as condições operacionais da planta. O diagrama de blocos ilustrado na Figura 1 ilustra o fluxo dos dados para o sistema de predição proposto.
Figura 1. Diagrama de blocos do sistema de predição de consumo de água.
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Fonte: Do autor

A rede neural TDNN utiliza a arquitetura da rede Perceptron de Múltiplas Camadas (PMC), que consiste em uma rede neural artificial composta por camadas de neurônios interconectados. Segundo Silva (2010), cada neurônio em uma camada se conecta a todos os neurônios da camada seguinte, formando uma rede com maior capacidade de representação e aprendizado, conforme ilustrado na Figura 2(a). 
Figura 2.  Arquiteturas das redes neurais artificiais: (a) Rede PMC; (b) Rede PMC TDNN.
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   Fonte: Silva (2010).

Por meio do uso de algoritmos de treinamento, como a retropropagação do erro, os pesos e os limiares da rede são ajustados para minimizar o erro e melhorar o desempenho na tarefa específica. Essa arquitetura tem sido eficaz em problemas de classificação, reconhecimento de imagens, processamento de linguagem natural, entre outros.

Na rede neural TDNN aplica-se um retardo temporal de atraso nas entradas permitindo que as informações sejam propagadas ao longo do tempo. Isso as torna particularmente adequadas para tarefas que envolvem sequências, como algoritmos de previsão temporal, em que a saída atual depende das entradas e saídas anteriores, conforme ilustrado na Figura 2(b). A ordem do preditor (np), determina a quantidade de amostras passadas necessárias para a estimativa, é um elemento-chave nesse contexto. O modelo utilizado para representar esses processos, também conhecido como autorregressivo (AR). A previsão ou predição de valores após um determinado tempo t é calculada em relação aos valores anteriores, ou seja: x(t) = f(x(t-1), x(t-2), ..., x(t-np)), onde np é a ordem do preditor, ou seja, a quantidade de amostras passadas necessárias para estimar o valor x(t).

Antes de aplicar a rede TDNN, é necessário realizar o pré-processamento dos dados de consumo de água registrados na planilha do Excel, os quais são extraídos e importados para o ambiente de programação. Em seguida, é realizada uma análise exploratória e normalização dos dados, dividindo-os por um valor comum encontrado nas provas e testes durante a execução da rede. Após o pré-processamento, os dados são divididos em conjuntos de treinamento e teste. Essa divisão é feita estrategicamente para preservar a distribuição das amostras ao longo do tempo. Foi adotada uma proporção de 80% para treinamento e 20% para validação constando 120 amostras. Além disso, foram designadas mais 18 amostras para a predição pós-validação, a fim de verificar se a predição está dentro dos parâmetros designados.


          Figura 3.  Topologia da rede TDNN utilizada.
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                                  Fonte: Do Autor.

O treinamento da rede TDNN é executado por um número definido de épocas ou até que o critério de convergência seja atingido. O algoritmo implementado utiliza um limite superior de 50.000 épocas para a convergência. A etapa de treinamento utiliza um conjunto de 80% dos dados, aplicando o algoritmo de retropropagação e a função de ativação sigmoide, comumente utilizada em redes neurais devido às suas propriedades de suavização e mapeamento não-linear. Essa função permite que os neurônios em uma rede neural processem informações contínuas e produzam saídas na faixa de 0 a 1, facilitando a interpretação dos resultados.


Segundo Bishop (1995), a função de ativação sigmoide é uma escolha comum para redes neurais devido à sua capacidade de suavizar a transição entre os valores de entrada. Ela é definida pela fórmula f(x) = 1 / (1 + exp(-x)), onde "exp" representa a função exponencial e "x" é o valor de entrada do neurônio. Além disso, a função sigmoide, conforme Goodfellow et al. (2016), é diferenciável em todos os pontos, o que é fundamental para a aplicação de algoritmos de aprendizado baseados em gradientes. A derivada da função sigmoide pode ser facilmente calculada e usada para ajustar os pesos da rede neural durante o treinamento.

Após o treinamento da rede neural TDNN, é necessário realizar a validação do modelo para obter resultados mais confiáveis. Para isso, é reservado um conjunto de dados de validação, representando 20% do banco de dados, a fim de verificar e validar as configurações da topologia do TDNN. Para a validação considera-se o Erro Quadrático Médio (EQM) e a variância. Um método comumente utilizado para comparação e avaliação do desempenho é o cálculo do Erro Quadrático Médio (EQM), que permite mensurar a magnitude do erro em relação aos valores presentes no banco de dados. Segundo Oliveira et al. (2020), a validação do TDNN é essencial para verificar sua capacidade de generalização e fazer previsões precisas em relação a dados não observados previamente.

O EQM desempenha um papel crucial nessa análise, ao avaliar a proximidade das previsões em relação aos valores reais durante a validação. Dessa forma, é possível obter informações valiosas sobre a acurácia do modelo TDNN na previsão do consumo de água na indústria. A utilização dessas medidas de validação contribui para aprimorar o modelo e garantir resultados confiáveis na previsão do consumo de água. Já a variância permite examinar a dispersão dos valores previstos em relação aos valores reais, fornecendo insights valiosos sobre a consistência das previsões ao longo do tempo apresentar o quanto está longe ou disperso os valores em relação ao EQM (SMITH et al., 2018). A seção a seguir apresenta os resultados obtidos nesse trabalho.
RESULTADOS E DISCUSSÃO

Com topologia da rede TDNN, foram realizados três treinamentos com uma taxa de aprendizagem de 0,6, uma taxa de precisão de 1x10-10. A Tabela 1 apresenta os resultados obtidos, considerando que a apresentação das amostras foram normalizadas para a base em pu.
                        Tabela 1. Resultados TDNN
	      Desejado
	    Treinamento01
	Treinamento02
	Treinamento03

	Amostras
	 X(t)
	
	
	
	
	

	01
	0,6284
	0,5655    
	
	0,5655    
	
	0,5629

	02
	0,6364
	0,5884        
	
	0,5964
	
	0,6583

	03
	0,6419
	0,6511    
	
	0,6528    
	
	0,6555

	04
	0,6507
	0,6587    
	
	0,6602    
	
	0,6608

	05
	0,6559
	0,6650    
	
	0,6669    
	
	0,6705

	06
	0,6608
	0,6729    
	
	0,6746    
	
	0,6753

	07
	0,6696
	0,6780    
	
	0,6797    
	
	0,6801

	08
	0,6808
	0,6837    
	
	0,6859    
	
	0,6896

	09
	0,6901
	0,6927    
	
	0,6953    
	
	0,7011

	10
	0,6984
	0,7029    
	
	0,7054    
	
	0,7098

	11
	0,7070
	0,7113    
	
	0,7139    
	
	0,7175

	12
	0,7150
	0,7189    
	
	0,7217    
	
	0,7257

	13
	0,7245
	0,7265    
	
	0,7293    
	
	0,7330

	14
	0,7297
	0,7339    
	
	0,7370    
	
	0,7417

	15
	0,7394
	0,7411    
	
	0,7440    
	
	0,7458

	16
	0,7479
	0,7465    
	
	0,7498    
	
	0,7549

	17
	0,7569
	0,7544    
	
	0,7577    
	
	0,7621

	18
	0,7635
	0,7614    
	
	0,7649    
	
	0,7697

	19
	0,7705
	0,7681    
	
	0,7716    
	
	0,7747

	20
	0,7764
	0,7734        
	
	0,7769
	
	0,7805

	Variância 
	                0,3177    
	       0,3201    
	       0,2862

	ERM
	                1,4933
	       1,6100
	       1,9103

	Épocas 
	                14.886              
	       21.776
	       18.433

	EQM
	                0,0902    
	       0,0951    
	       0,1020


Após a análise dos dados, os pesos e limiares do treinamento 01 foram utilizados para o sistema de predição, conforme ilustra-se na Figura 4. Na Figura 4(a) observa-se o gráfico que apresenta as saídas desejadas e as saídas da validação da TDNN 3. É possível notar que, no início do gráfico, as predições em relação aos valores esperados apresentaram uma discrepância significativa. No entanto, ao longo das predições, houve uma correção gradual, resultando em previsões mais precisas, em que os pontos ficaram próximos ao objetivo desejado. Isso indica que uma redução do erro ao longo das épocas de treinamento, aproximando-se cada vez mais de zero.

Já na figura 4(b) gráfico das predições futuras, foram utilizadas as últimas 18 amostras dos dados, reservados especificamente para a validação. O resultado da validação foi comparado aos dados armazenados e observou-se uma proximidade entre eles, demonstrando que as previsões após a validação foram bem-sucedidas. Esses resultados evidenciam a eficácia do modelo TDNN na previsão, mostrando sua capacidade de realizar predições precisas e confiáveis.    
 Figura 4. Validação e predição futuras: (a) Validação e TDNN; (b) Predições futuras TDNN.
         
[image: image5.png]Amostras

0.8

0.75

0.7

0.65

0.6

0.55

Validagao TDNN

—+— Saida Desejada
—+—TDNN3 ¥
8 14 16 18 20




  [image: image6.png]Amostras

1120

1100

1080

1060

1040

1020

1000

980

960

Predigées Futuras

—#— Saida Desejada
—+—TDNN

8 10
Posigéo

12 14 16

18




    (b)





         (b)
Fonte: Do Autor.
CONCLUSÃO

A aplicação de técnicas de inteligência artificial, como o uso de redes neurais, oferece uma abordagem promissora para a previsão precisa e confiável do consumo de água. O estudo demonstrou que o modelo de rede neural TDNN foi capaz de prever o consumo de água em uma planta de recuperação de solvente, permitindo considerar o histórico de consumo anterior para estimar demandas futuras. Isso contribui para o desenvolvimento de estratégias sustentáveis de gerenciamento de recursos hídricos na indústria. A validação do modelo por meio do cálculo do Erro Quadrático Médio (EQM) 0,0902 e da variância 0,3177 demonstrou sua capacidade de prever de forma precisa e consistente o consumo de água. Essas informações são essenciais para a indústria tomar decisões informadas e se tornar mais sustentável em relação ao meio ambiente.
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